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基于 Ｃｈｏｌｅｓｋｙ分解的 ＬＳＳＶＭ在线学习算法 ①
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摘　要：针对最小二乘支持向量机（ＬＳＳＶＭ）用于在线建模时存在的计算复杂性问题，提出一种ＬＳＳＶＭ在线学习算法．首
先引入了基于Ｃｈｏｌｅｓｋｙ分解求ＬＳＳＶＭ的方法，接着根据在线建模期间核函数矩阵的更新特点，将分块矩阵Ｃｈｏｌｅｓｋｙ分解用于
ＬＳＳＶＭ的在线求解，使三角因子矩阵在线更新从而得出一种新的ＬＳＳＶＭ在线学习算法．该算法能充分利用历史训练结果，减
少计算量．仿真实验显示了这种在线学习算法的有效性．
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　　最小二乘支持向量机［１－２］用等式约束代替支持

向量机［３］的不等式约束，因此其求解问题就变成一

个线性方程组求解问题，这比支持向量机训练中受

约束的二次凸规划问题求解运算量减少许多．为将
ＬＳＳＶＭ用于系统，尤其是时变系统或工作点移动系
统在线建模，往往取滑动时间窗中样本构成 ＬＳＳＶＭ
的学习样本集，每一时刻采集一个新样本，同时抛弃

最老的那个样本．文献［４］利用分块矩阵求逆公式
设计了ＬＳＳＶＭ在线学习算法，每一步学习利用前一
次学习的结果，与每一步直接求矩阵逆的方法相比

大大减少了计算时间；文献［５］将在线 ＬＳＳＶＭ成功
地用于预测控制中．为了进一步提高ＬＳＳＶＭ的在线
建模速度，文献［６］将 ＬＳＳＶＭ结构风险变形，消去
其偏置得出无偏置 ＬＳＳＶＭ（ＮＢ－ＬＳＳＶＭ），再利用
分块矩阵Ｃｈｏｌｅｓｋｙ分解设计了 ＮＢ－ＬＳＳＶＭ在线学
习算法，但ＮＢ－ＬＳＳＶＭ增加了一个超参数λ．

ＬＳＳＶＭ的建模效果与其超参数的值有关，当前
的超参数选择方法，如人工蜂群算法［７］、基于小世

界优化算法［８］，只适用于时不变系统建模的 ＬＳＳＶＭ
中的参数离线近似寻优；若系统时变，则 ＬＳＳＶＭ的

参数也将变化，才能得出相对于各时刻（段）系统特

性而言优化的ＬＳＳＶＭ；但目前尚无超参数在线寻优

方法；因此，用ＬＳＳＶＭ为时变系统在线建模时，往往

凭经验设定 ＬＳＳＶＭ的超参数．ＮＢ－ＬＳＳＶＭ引入了

一个新的超参数λ［６］，因此设定ＬＳＳＶＭ超参数又多

了一份主观性，增加了难度，λ设置 不当则降低无

偏置ＬＳＳＶＭ的预测精度．

本文将分块矩阵 Ｃｈｏｌｅｓｋｙ分解用于 ＬＳＳＶＭ的

在线求解，使分解出的因子矩阵在线更新，从而得出

一种新的在线学习算法，该方法与文献［４］ＬＳＳＶＭ

在线学习方法相比速度要快；与文献［６］动态无偏

置ＬＳＳＶＭ方法相比，本文方法每一步要多解２个系

数矩阵为三角阵的方程组，因此速度略有下降，但它

不增加超参数：因此，该方法具有快速易用的特点．

１　最小二乘支持向量机
对于一组输入样本序列｛（ｘｉ，ｙｉ）｝，ｉ＝１，…，

Ｎ，ｘｉ∈Ｒ
ｄ，ｙｉ∈Ｒ，ＬＳＳＶＭ利用非线性映射ψ（．）：

４７
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Ｘ→Ｆ，将输入数据映射到一个高维特征空间 Ｆ，使
输入空间Ｘ中的非线性函数估计问题转化为高维特
征空间中的线性函数估计问题，回归函数形式为

ｙ（ｘ）＝ｗＴψ（ｘ）＋ｂ． （１）
根据结构风险最小化原则，求回归问题变为约

束优化问题：

ｍｉｎＪ（ｗ，ｅ）＝１２ｗ
Ｔｗ＋Ｃ２∑

Ｎ

ｉ＝１
ｅ２ｉ，

ｓ．ｔ．ｙｉ＝ｗ
Ｔψ（ｘｉ）＋ｂ＋ｅｉ，ｉ＝１，２，…，Ｎ． （２）

式中，Ｃ（＞０）是规范化因子．为求解上述优化问
题，把约束优化问题变成无约束优化问题，建立

Ｌａｇｒａｎｇｅ函数：

Ｌ（ｗ，ｂ，ｅ，ａ）＝Ｊ（ｗ，ｅ）－∑Ｎ

ｉ＝１
ａｉ（ｗψ（ｘｉ）＋ｂ＋ｅｉ－ｙｉ）． （３）

根据ＫＫＴ条件有：
Ｌ
ｗ
＝０→ｗ＝∑Ｎ

ｉ＝１
ａｉψ（ｘｉ）；

Ｌ
ｂ
＝０→∑Ｎ

ｉ＝１
ａｉ＝０；

Ｌ
ｅｉ
＝０→ａｉ＝Ｃｅｉ；

Ｌ
ａｉ
＝０→ｗψ（ｘｉ）＋ｂ＋ｅｉ－ｙｉ＝０













 ．

（４）

消去式（４）中ｅｉ，ｗ后得到线性方程组：

Ｑ＋Ｃ－１Ｉ ｅ１
ｅ１Ｔ

[ ]
０
ａ[ ]ｂ

＝ ｙ[ ]０
． （５）

式中，ｙ＝（ｙ１，ｙ２，…，ｙＮ）
Ｔ；ｅ１＝（１，１，…，１）Ｔ；ａ＝

（ａ１，ａ２，…，ａＮ）
Ｔ；Ｑｉｊ＝（ψ（ｘｉ）·ψ（ｘｊ））＝ｋ（ｘｉ，

ｘｊ）；ｉ，ｊ＝１，２，…，Ｎ；ｋ（ｘｉ，ｘｊ）是满足 Ｍｅｒｃｅｒ条件
的核函数，常用的有线性函数、多项式函数、径向基

函数、多层感知函数等，本文取径向基函数，即，

ｋ（ｘｉ，ｘｊ）＝ｅｘｐ（－｜｜ｘｉ－ｘｊ｜｜
２
２／β

２）． （６）
式中，β＞０，称为核参数；Ｑ称为核矩阵．记 Ｈ＝Ｑ
＋Ｃ－１Ｉ，首先解方程［９］：

Ｈρ＝ｅ１． （７ａ）
Ｈη＝ｙ． （７ｂ）

得出［９］：

ｂ＝ｅ１
Ｔη
ｅ１Ｔρ

＝
∑Ｎ

ｉ＝１
ηｉ

∑Ｎ

ｉ＝１
ρｉ
． （８ａ）

ａ＝η－ρｂ． （８ｂ）
回归函数（１）化为

ｙ（ｘ）＝∑Ｎ

ｉ＝１
ａｉｋ（ｘｉ，ｘ）＋ｂ． （９）

当样本集不大时，不必采用文献［９］的共轭梯
度法求解ＬＳＳＶＭ．本文采用 Ｃｈｏｌｅｓｋｙ分解法求解方
程（７ａ），（７ｂ）．因 Ｑ是半正定阵，故 Ｈ是对称正定

阵，可将Ｈ进行Ｃｈｏｌｅｓｋｙ分解，即 Ｈ可唯一地分解
为Ｈ＝ＵＴＵ，其中 Ｕ为上三角矩阵，式（７ｂ）可分２
步求解：从ＵＴｐ＝ｙ解出 ｐ，再从 Ｕη＝ｐ解出 η，具
体由下式计算：

Ｐｉ＝（ｙｉ－∑ｉ－１

ｋ＝１
ｕｋｉｐｋ）／ｕｉｉ，ｉ＝１，…，Ｎ；

ηｉ＝（Ｐｉ－∑Ｎ

ｋ＝ｉ＋１
ｕｉｋηｋ）／ｕｉｉ，ｉ＝Ｎ，…，１． （１０）

式（７ａ）同样求解．

２　最小二乘支持向量机的在线学习
算法

　　本文将上面基于 Ｃｈｏｌｅｓｋｙ分解求解 ＬＳＳＶＭ的
方法改造成在线形式，每当增加一个样本或减少一

个样本时，Ｕ沿用文献［６］的规则递增或缩减地计
算，只是本文 Ｕ含义不同而已．因每步要解（７ａ），
（７ｂ）２个方程组，所以本文每步比文献［６］多解 ２
个系数矩阵为三角阵的方程组．现将增加样本或消
减样本时Ｕ的递推计算过程描述如下．
２．１　增加样本

设在ｔ时刻学习了ｌ个样本，则
Ｈ（ｔ）＝Ｑ（ｔ）＋Ｃ－１Ｉ＝
ｋ（ｘｔ－ｌ＋１，ｘｔ－ｌ＋１）＋１／Ｃ … ｋ（ｘｔ－ｌ＋１，ｘｔ）

  

ｋ（ｘｔ，ｘｔ－ｌ＋１） … ｋ（ｘｔ，ｘｔ）＋１









／Ｃｌ×ｌ

．（１１）

由ｔ时刻的学习结果有 Ｈ（ｔ）＝ＵＴ（ｔ）Ｕ（ｔ），可见
Ｕ（ｔ）已算出．在ｔ＋１时刻增加了一个新样本，有

Ｈ（ｔ＋１）＝
Ｈ（ｔ） Ｖ（ｔ＋１）
Ｖ（ｔ＋１）Ｔ ｖ（ｔ＋１[ ]

）（ｌ＋１）×（ｌ＋１）

． （１２）

式中，Ｖ（ｔ＋１） ＝ ［ｋ（ｘｔ－ｌ＋１，ｘｔ＋１），…，ｋ（ｘｔ，
ｘｔ＋１）］，ｖ（ｔ＋１）＝ｋ（ｘｔ＋１，ｘｔ＋１）＋１／Ｃ，Ｈ（ｔ＋１）的
Ｃｈｏｌｅｓｋｙ分解因子

Ｕ（ｔ＋１）＝
Ｕ（ｔ） Ｗ（ｔ＋１）
０Ｔ ｗ（ｔ＋１[ ]

）
． （１３）

式中，Ｗ（ｔ＋１）和ｗ（ｔ＋１）分别是ｌ维列向量和实
数，利用Ｈ（ｔ＋１）＝ＵＴ（ｔ＋１）Ｕ（ｔ＋１）分别算出
Ｗｉ（ｔ＋１）＝（Ｖｉ（ｔ＋１）－

∑ｉ－１

ｋ＝１
Ｕｋｉ（ｔ）Ｗｋ（ｔ＋１））／Ｕｉｉ（ｔ），ｉ＝１，…，ｌ．（１４）

ｗ（ｔ＋１）＝（ｖ（ｔ＋１）－∑ｌ

ｋ＝１
Ｗ２
ｋ（ｔ＋１））

１／２． （１５）

由上可知，计算Ｈ（ｔ＋１）的Ｃｈｏｌｅｓｋｙ分解因子
Ｕ（ｔ＋１）可以充分利用Ｕ（ｔ），而不必重新分解．
２．２　消减样本

在ｔ＋１时刻后将Ｈ（ｔ＋１）重新分块如下：
５７



Ｈ（ｔ＋１）＝
珋ｖ（ｔ－ｌ＋１） 珔ＶＴ（ｔ＋１）
珔Ｖ（ｔ＋１） 珚Ｈ（ｔ＋１[ ]

） （ｌ＋１）×（ｌ＋１）

．（１６）

式中，珚Ｈ（ｔ＋１）是去掉最早样本所形成式（７）的系
数矩阵，又设珚Ｈ（ｔ＋１）的分解为珚Ｈ（ｔ＋１）＝ＲＴ（ｔ＋
１）Ｒ（ｔ＋１），求Ｒ（ｔ＋１）是消减样本过程的关键．另
一方面，将Ｕ（ｔ＋１）也按相同的划分重新分块如下：

Ｕ（ｔ＋１）＝
珔ｗ（ｔ－ｌ＋１） 珡ＷＴ（ｔ＋１）

０ 珚Ｕ（ｔ＋１[ ]
）
． （１７）

利用Ｈ（ｔ＋１）＝ＵＴ（ｔ＋１）Ｕ（ｔ＋１）得
珚Ｈ（ｔ＋１）＝珚ＵＴ（ｔ＋１）珚Ｕ（ｔ＋１）＋珡Ｗ（ｔ＋１）珡ＷＴ（ｔ＋１）．（１８）
故有

ＲＴ（ｔ＋１）Ｒ（ｔ＋１）＝
珚ＵＴ（ｔ＋１）珚Ｕ（ｔ＋１）＋珡Ｗ（ｔ＋１）珡ＷＴ（ｔ＋１）． （１９）
式中，珚Ｕ（ｔ＋１）∈Ｒｌ×ｌ和珡ＷＴ（ｔ＋１）∈Ｒｌ均已知，利
用Ｃｈｏｌｅｓｋｙ分解的ｕｐｄａｔｅ算法［１０，１１，６］求Ｒ（ｔ＋１）方
法为

Ｊ（ｌ），…，Ｊ（ｉ），…，Ｊ（１）
珡ＷＴ（ｔ＋１）
珚Ｕ（ｔ＋１[ ]

）
＝ ０Ｔ

Ｒ（ｔ＋１[ ]
）

．（２０）

式中，Ｊ（ｉ）是ｌ＋１维的Ｇｉｖｅｎｓ矩阵，其元素确定方
法如下（设其下标ｍ，ｎ从０开始）：

Ｊｍ，ｎ（ｉ）＝

１，ｍ＝ｎ≠０，ｉ；
ｓｉ，ｍ＝ｎ＝０，ｉ；
－ｃｉ，ｍ＝０，ｎ＝ｉ；
ｃｉ，ｍ＝ｉ，ｎ＝０；
０，其它













．

（２１）

式中，ｓｉ，ｃｉ参照文献［１１，６］确定，目的是为了使
Ｊ（ｉ）与其右乘矩阵的积矩阵首行第ｉ个元素为０．该
算法求Ｒ（ｔ＋１）的时间复杂度为Ｏ（ｌ２）［１２，１０］，而对
珚Ｈ（ｔ＋１）重新进行 Ｃｈｏｌｅｓｋｙ分解的时间复杂度为
Ｏ（ｌ３）．
２．３　完整的在线学习算法

将ＬＳＳＶＭ在线学习算法归纳如下：
１）选定 ＬＳＳＶＭ的核函数、超参数，滑动时间窗

长度Ｎ，被建模对象阶次参数估计值及ＬＳＳＶＭ的输
入向量ｘ结构．
２）按增加样本计算公式学习初始的 Ｎ个样本：

若当前样本只有１个，则

Ｕ（ｔ）１×１ ＝ Ｈ（ｔ）１×槡 １ ＝ ｋ（ｘｔ，ｘｔ）＋１槡 ／Ｃ，否则利
用式（１３）增加样本更新算法求Ｕ（ｔ）ｌ×ｌ，ｌ≤Ｎ．其间
获得２个样本，即ｌ≥２后就可用式（１０），式（８）算
出ａ、ｂ，建立模型（９），用ｘｔ＋１预测 ｙ^ｔ＋１．
３）在线学习滑动时间窗中的Ｎ个样本并预测：
①抛弃最老的样本，即利用式（１７），式（２０）从

Ｕ（ｔ）Ｎ×Ｎ求Ｒ（ｔ）（Ｎ－１）×（Ｎ－１）；
② 测出 ｙｔ＋１，增加新样本 （ｘｔ＋１，ｙｔ＋１），将

Ｒ（ｔ）（Ｎ－１）×（Ｎ－１）看作Ｕ（ｔ）（Ｎ－１）×（Ｎ－１），利用式（１３）求
Ｕ（ｔ＋１）Ｎ×Ｎ；

③用式（１０），式（８）算出ａ，ｂ，建立模型（９）用
于预测下一时刻的输出．
４）转向３）进行重复的学习和预测．

３　仿真实验
下面用执行本文在线学习算法的 ＬＳＳＶＭ对时

变系统在线建模，考察在线ＬＳＳＶＭ的预测精度和计
算时间．设待建模的时变非线性过程在仿真期间可
用如下差分方程表示：

ｙ（ｔ）＝

ｙ（ｔ－１）ｙ（ｔ－２）ｕ（ｔ－１）［ｙ（ｔ－３）－１］＋ｕ（ｔ－２）
１＋ｙ２（ｔ－１）＋ｙ２（ｔ－２）

，

　　　　　　　　　　　　　　　　　　　ｔ≤１５０；
ｙ（ｔ－１）ｙ（ｔ－２）ｕ（ｔ－１）［ｙ（ｔ－３）－１］＋ｕ（ｔ－２）

１＋ｙ２（ｔ－１）＋ｙ２（ｔ－２）
＋

ｓｉｎ（２π（ｔ－１５０）／５０）＋（ｔ－１５０）／３００，　１５０＜ｔ≤４５０；
ｙ（ｔ－１）ｙ（ｔ－２）ｕ（ｔ－１）［ｙ（ｔ－３）－１］＋ｕ（ｔ－２）

１＋ｙ２（ｔ－１）＋ｙ２（ｔ－２）
＋

１，　　　　　　　　　　　　　　　　４５０

















＜ｔ．
输入信号ｕ（ｔ）是叠加三角函数波，形式为

ｕ（ｔ）＝ｓｉｎ（２πｔ／２５）＋ｓｉｎ（２πｔ／５０）＋ｓｉｎ（２πｔ／１００）．
设定ＬＳＳＶＭ的超参数β２＝４；Ｃ＝５００；Ｎ＝５０；

仿真步数ＳＭ＝６５４；取ｙ（１）＝ｙ（２）＝ｙ（３）＝０．本
文在线ＬＳＳＶＭ的预测结果如图１所示．利用预测误

差均值ｍｐｅ＝ １
ＳＭ－ｎｌ－Ｎ∑

ＳＭ

Ｔ＝ｎｌ＋Ｎ＋１
｜ｙｔ－^ｙｔ｜来反

映建模预测方法效果，其中ｎｌ＝３．ｍｐｅ＝０．０７３４３１
０６４８０３０４，而采用文献［４］的在线ＬＳＳＶＭ时ｍｐｅ＝
０．０７３４３１０６４８０３２７，可见２种方法计算精度相当．

图１　本文在线ＬＳＳＶＭ预测曲线
Ｆｉｇ．１ＰｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓｏｆｔｈｅｐｒｏｐｏｓｅｄｏｎｌｉｎｅＬＳＳＶＭ

下面分别将本文在线 ＬＳＳＶＭ、文献［４］在线
ＬＳＳＶＭ和文献［６］动态无偏 ＬＳＳＶＭ在时间窗长度
Ｎ取不同值时的仿真运行时间Ｔ绘制于图２．
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图２　各算法运行时间曲线
Ｆｉｇ．２Ｒｕｎｎｉｎｇｔｉｍｅｏｆｔｈｏｓｅａｌｇｏｒｉｔｈｍｓ

　　由图２可见，本文方法比文献［４］ＬＳＳＶＭ在线
学习方法要快，比文献［６］动态无偏 ＬＳＳＶＭ方法略
慢，但本文方法不增加超参数．

４　结论
本文首先介绍了 ＬＳＳＶＭ，引入基于 Ｃｈｏｌｅｓｋｙ分

解求解ＬＳＳＶＭ的方法，接着根据模型动态变化过程
中核函数矩阵的特点，将分块矩阵 Ｃｈｏｌｅｓｋｙ分解用
于ＬＳＳＶＭ的在线求解，使分解的因子矩阵在线更新
从而得出一种新的ＬＳＳＶＭ在线学习算法．与基于分
块矩阵求逆的ＬＳＳＶＭ在线训练算法相比，本文方法
具有较快的运算速度；与基于分块矩阵 Ｃｈｏｌｅｓｋｙ分
解的无偏置ＬＳＳＶＭ在线训练算法相比，本文方法速
度略有下降，但它不增加超参数，设置超参数相对容

易．这为ＬＳＳＶＭ应用于系统在线辨识和时间序列预
测等场合时提供了一种新的在线学习算法．
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