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基于深度学习的混合主题模型应用

万家山

（安徽信息工程学院 大数据与人工智能学院，安薇 芜湖 ２４１０００）

摘　要：在线社交网络的快速发展得益于主题模型的广泛应用．然而，目前几种典型的主题模型存在需要手动调参、语义连
贯性不足、特征提取不充分和样本效率低等问题．对此，构建主题模型时利用深度学习技术来进行主题划分，以 ＢｉＬＳＴＭ－

ＣＮＮ模型框架为基础，并在主题特征提取进行主题划分阶段引入“作者－主题”模型进一步优化框架，从而提出了一种混合
主题模型Ｈｙｂｒｉｄ－ＴｏｐｉｃＭｏｄｅｌ（简称ＨＴＭ）．将ＬＤＡ，ＣＮＮ，ＢｉＬＳＴＭ－ＣＮＮ和ＨＴＭ这４种主题模型应用于２组不同场景的数
据集，并对结果进行对比分析．分析表明，在主题分类效果和内容困惑度方面，ＨＴＭ主题模型的效果明显优于现有模型．此
外，该模型在样本使用效率和模型迁移学习能力方面也有出色的表现，为后期研究指明了方向．
关键词：主题模型；ＬＤＡ；角色识别；深度学习；社区推荐；ＨＴＭ
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随着移动互联网的快速发展和智能手机的广泛使用，广大用户已经从信息匮乏的时代迈入了信息过

载的自媒体时代．用户在社交网络上交流互动产生了海量数据，如何从海量信息中快速获取用户感兴趣的
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信息，推荐系统成了解决这一问题的关键．推荐系统不仅应用到社交网络领域，还应用到电子商务、音乐、
电影和视频、基于位置服务和广告等领域，让人印象深刻的包括社交网络上的热门话题推荐、交友推荐和

电子商务各类商品的推荐等．目前使用的推荐算法（见表１）主要有（１）基于内容的推荐［１］；（２）协同过滤
推荐［２］；（３）基于关联规则的推荐［３］；（４）基于知识的推荐［４］；（５）混合推荐［５］．

表１　个性化推荐的应用实例

应用领域 实例 推荐算法

电子商务 Ａｍａｚｏｎ，ｅＢａｙ，淘宝，京东 协同过滤、基于关联规则

网页标签 Ｆａｂ，Ｆｏｘｔｒｏｔ 协同过滤

电影 ＭｏｖｉｅＬｅｎｓ，Ｎｅｔｆｌｉｘ，豆瓣，爱奇艺，优酷 协同过滤

音乐 Ｐａｎｄｏｒａ，Ｒｉｎｇｏ，网易云音乐，酷狗 基于内容、混合推荐

旅游 携程，途牛 基于内容、基于知识

求职 卡斯帕尔Ｃａｓｐｅｒ，智联招聘，ＢＯＳＳ直聘 基于内容

社交 Ｆａｃｅｂｏｏｋ，Ｔｗｉｔｔｅｒ，今日头条，知乎，微信 协同过滤、基于知识

推荐系统虽然广泛地应用在各个领域，但随着数据规模的增加，普遍面临着矩阵稀疏性、推荐系统的

脆弱性等问题，主要表现在冷启动、新物品、新用户的推荐和大数据处理与增量计算上．研究主要围绕推荐
系统在社交网络中的应用重点展开．

基于社交网络的个性化社区推荐系统是在个性化推荐系统和复杂社交网络分析的基础上发展起来

的，目前在线社交网络的快速发展积累了大量用户行为数据，但也普遍面临着数据稀疏性、冷启动与可扩

展性等问题．目前，主要采用主题分类与划分的方式能够有效缓解冷启动问题，提升整个推荐系统精准性．
如：今日头条在首次使用是根据热门话题和位置进行推荐，使用过程中机器识别出你感兴趣的主题或关键

词，根据文本内容分类并进行推荐；知乎核心功能是围绕相关话题展开智能问答．
通过上述２个社区推荐系统可以看出主题模型得到广泛应用，这也让主题模型成为近几年研究的热

点．主题模型是文本语义信息的抽取模型，也是文本语义表征的有效方法．通过主题建模，不仅可以识别出
隐含在文本中的主题语义单元，还能够将文本表示在语义信息更为丰富的主题特征空间上，从而有助于文

本分类聚类、突发事件检测、主题演化分析、推荐系统等任务．

１　相关工作

１．１　几种典型的主题模型
本文将阐述几种主流的主题模型分别有 ＬＳＡ，ｐＬＳＡ，ＬＤＡ，ＨＤＰ，Ｗｏｒｄ２ｖｅｃ以及基于深度学习的主

题模型（见表２），下面将围绕主题建模及其相关技术展开探讨．
表２　几种典型的主题模型优缺点

主题建模技术 优点 缺点

潜在 语 义 分 析 ＬａｔｅｎｔＳｅｍａｎｔｉｃ

Ａｎａｌｙｓｉｓ（简称ＬＳＡ）［６－７］
１）方法快速且高效．能够快速计算出术语

与文档的相似度．

１）缺乏解释的嵌入，且矩阵的秩要根据经验确定；

２）需要大量的文件和词汇来获得准确的结果；

３）表征效率低．

概率潜在语义分析 Ｐｒｏｂａｂｉｌｉｓｔｉｃ

ＬａｔｅｎｔＳｅｍａｎｔｉｃＡｎａｌｙｓｉｓ（简 称

ｐＬＳＡ）［８－９］

１）模型可解释性强，因定义了概率模型，使

概率分布有明确的解释；

２）模型更加灵活，表征效果较好．

１）给新文档分配概率存在很大难度；

２）参数量随着文档数线性增长，容易出现过度拟合

问题．

潜在狄利克雷分布 ＬａｔｅｎｔＤｉｒｉｃｈｌｅｔ

ａｌｌｏｃａｔｉｏｎ（简称ＬＤＡ）［１０－１２］

１）ＬＤＡ比 ｐＬＳＡ效果更好，模型可以轻而

易举地泛化到新文档中；

２）是目前使用最普遍的主题建模技术．

１）模型训练需要预先设定主题数目，根据结果手动

调参，而且计算量比较大，训练时间比较长；

２）ＬＤＡ对短文本的主题分类效果较差．

层次狄利克雷过程 Ｈｉｅｒａｒｃｈｉｃａｌ

ＤｉｒｉｃｈｌｅｔＰｒｏｃｅｓｓ（简称ＨＤＰ）［１３－１５］
１）具有较好的鲁棒性和灵活性，能够自动

确定主题数目．

１）存在部分主题会丢失的可能性；

２）忽略了时间信息对主题分类的影响．

３０１
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续表２

主题建模技术 优点 缺点

Ｗｏｒｄ２ｖｅｃ［１６－１７］

１）模型泛化能力和可解释性强，模型具有

强大的表征能力；

２）训练速度快，模型不需要标注数据，通过

训练能够学习出词与词之间的相似性和内

在联系．

１）模型受语料来源的影响较大；

２）需要大量的训练数据来调整优化模型并且需要避

免过拟合，训练模型时容易引发维度灾难．

深度学习主题模型 （ＴｅｘｔＲＮＮ，

ＴｅｘｔＣＮＮ，ＬＳＴＭ等）［１８－２０］

１）模型具有强大的学习能力，模型泛化能

力强；

２）表征效果高．能够将文档向量和词汇向

量协同起来，不仅能学习词汇的词嵌入，还

同时学习主题表征和文档表征，并反映出

两者间的关系．

１）大部分深度学习主题模型对样本数据集的大小有

要求，需要大量的训练样本才能获得较好的分类

效果；

２）由于深度学习的需要，模型对硬件具有相对较高

的要求．

１．２　ＬＤＡ主题模型

目前，具有代表性的主题模型隐含狄利克雷分布（ＬａｔｅｎｔＤｉｒｉｃｈｌｅｔＡｌｌｏｃａｔｉｏｎ，ＬＤＡ）是由 Ｂｌｅｉ［１０］于
２００３年提出的，该模型利用无监督的学习方法挖掘文本中隐含的主题信息，并将文档集中每篇文档的主
题以概率分布的形式给出，从而根据主题分布进行主题聚类或文本分类，这种方法优势在于不需要任何关

于文本的背景知识，直接可以根据主题分布进行主题聚类或文本分类．从生成模型的角度来看，每个文档
中的每个词汇都可以表示成“文档按照一定概率来确定属于某个主题，并根据这个主题以一定概率选择

某个词汇”这样一个过程．那么通过逆向考虑，一篇文档中每个词汇出现的概率可以表示为

ｐ（词汇 文档）＝∑主题
Ｐ（词汇 主题）×Ｐ（主题 文档）． （１）

图１　ＬＤＡ模型

为了更加直观地看出文档、主题以及词汇三者之间的

关系，现将ＬＤＡ模型具体表示为图１．
从图１可以看出将 ＬＤＡ三层结构（图中符号的含义

见表３），ｚｎ由θ生成，则Ｐ（ｚｎ θ）表示每个文档所产生主
题ｚ的概率分布情况．ｗｍ，ｎ由 ｚｍ，ｎ和 β共同生成，则
Ｐ（ｗｎ ｚｎ，β）为每个主题所对应词汇ｗ的概率分布情况．通
过上面对 ＬＤＡ生成模型的讨论，可以知道 ＬＤＡ模型主要
根据学习训练调节控制参数α和β并最终确定模型．

α→θｍ→Ｎｏｍ，ｎ这个过程表示在生成第ｍ篇文档的时
候，先抽取一个主题θｍ，然后根据文档获得第 ｎ个词的主
题编号Ｎｏｍ，ｎ．

β→φｋ→Ｎｏｍ，ｎ→ｗｍ，ｎ这个过程表示在主题φｋ中，挑选编号为ｋ＝Ｎｏｍ，ｎ的主题进行查找，然后生成词汇ｗｍ，ｎ．

ｐ（θ，ｚ，ｗα，β）＝ｐ（θα）∏Ｎ

ｎ＝１
ｐ（ｚｎ θ）ｐ（ｗｎ ｚｎ，β）． （２）

表３　符号含义表

符号 含义

ｋ 主题编号

ｍ 文档编号

ｎ 词汇编号

α 狄利克雷分布的参数，表示文档－主题的分布
β 先验参数，表示主题－词汇的分布
ｚｍ，ｎ 第ｍ个文档中第ｎ个词汇的主题
ｗｍ，ｎ 第ｍ个文档中第ｎ个词汇
Ｎｏｍ，ｎ 第ｍ个文档中第ｎ个词汇的主题的编号
φｋ 第ｋ个主题下词汇的分布
θｍ 第ｍ个文档下主题分布
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２　构建一种混合主题模型ＨＴＭ

２．１　角色识别
用户更喜欢来自朋友的推荐而不是被系统算出来的推荐，社会影响力被认为比历史行为的相似性更

加重要［２１］．“美国著名的第三方调查机构尼尔森调查了影响用户相信某个推荐的因素．调查结果显示，９０％
的用户相信朋友对他们的推荐，７０％的用户相信网上其他用户对广告商品的评论．”［２２］可以看出，好友或
具有经验的用户（定义为“被信任者”或“领袖角色”）的推荐对于用户（信任者）是否采纳推荐结果有着重

大的影响．每个用户在社会网络中都承担着各自的社会角色，那么如何针对用户进行角色识别（即为社会
网络中的社会角色识别）就显得至关重要．

在研究ＬＤＡ方法的基础上，针对用户进行角色识别，通过“文档－作者”矩阵可以确定不同主题的混
合权重，并将这些方法进一步扩展到作者建模的过程中，识别出作者及与作者相关的主题．这样在原有的
“文档－词汇”“主题－词汇”“文档－主题”３个矩阵中增加“作者－主题”矩阵．通过引入“作者－主题”模型
搭建了“用户”和“主题”的桥梁，让主题模型能够识别出用户之间的相关性，并推算出以主题为中心的重

要用户（即潜在领袖角色）和用户群．
如图２ｂ所示，其中ｘ表示具体给出指定词汇的作者．“作者－主题”生成模型（Ａｕｔｈｏｒ－ＴｏｐｉｃＭｏｄｅｌ）的

主要思路：首先，从作者集合Ａ中随机选择，每一个作者对相应指定词汇的概率分布表示为φ；其次，根据
估计φ的值和作者相应的权重信息，得到主题 ｚ和 φ分布对应主题的词汇 ｗ，并获取关于作者的兴趣信
息；最后，借鉴协同过滤算法思想得到相似兴趣的作者信息以及与该文档主题具有相似性的作者群组．

图２　“作者－主题”生成模型

“作者－主题”生成模型融合了 ＬＤＡ主题模型和作者模型的主要思想：通常“每个文档都有一个唯一
的作者相对应，每个作者都有一个唯一的主题相对应”．据此，可以获取作者通常关注或擅长的主题信息，
并推送这些主题所代表的相关文档．
２．２　混合主题模型ＨＴＭ

传统的概率主题模型由于其浅层的特征结构以及概率化的生成模式依旧面临着模型可扩展性、主题

语义连贯性、推断上下文一致性、特征表达能力等不足．深度学习技术的不断成熟为自然语言处理领域带
来了新的发展契机，也为主题模型提供了新的构建思路．长期以来，词向量嵌入一直都是自然语言处理的
核心表征技术，预先训练词向量给自然语言处理领域的发展取得了显著成效，并用于机器翻译、问答系统

和主题提取等广泛的 ＮＬＰ任务．此外，语言建模、神经网络等深度学习方法在文本语义特征表达方面取得
了突破性进展，为构建深层次且具有语义连贯性的主题模型提供了可能．

依托深度学习框架，通过ＣＮＮ训练词向量［２３］来提取句子中的主干信息为文本分类奠定基础．一般而
言，ＣＮＮ具有捕获词级别的ｎ－ｇｒａｍ能力，用在句子分类任务中效果奇佳，ＬＳＴＭ用来处理具有时序依赖特
征的序列中也有奇效．然而，当ＬＳＴＭ用在超长类型的文本文档上，对于梯度弥散问题也是无力回天．针对
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梯度爆炸的情况，常常会使用截断梯度方法．但是梯度截断并不能有效地处理梯度消散问题，目前常见的
方法是使用正则化或约束参数［２４］．

随着深度学习的深度应用，对数据量的要求在不断加大，在无法获得大量数据的背景下，迁移学习能

力和样本使用效率成了制约模型应用的重要因素．把主题识别看成是多分类问题，为了提高样本使用效
率，通过微调预训练模型，选择表达性强的语言模型编码器（如深度 ＢｉＬＳＴＭ或 Ｔｒａｎｓｆｏｒｍｅｒ），提升模型的
迁移学习能力．

本文为了发挥ＣＮＮ和ＢｉＬＳＴＭ模型的各自优势，使用Ｂｉ－ｄｉｒｅｃｔｉｏｎａｌＬＳＴＭ模型，不仅可以很好地表征
出整个文档，而且能够提高模型文档分类效果和迁移学习能力．同时，考虑到用户角色之间的影响，在主题
特征提取进行主题划分阶段引入“作者－主题”模型，提取用户感兴趣的主题进一步优化 Ｂｉ－ｄｉｒｅｃｔｉｏｎａｌ
ＬＳＴＭ主题模型形成混合主题模型（简称ＨＴＭ），ＨＴＭ模型框架如图３．

图３　混合主题模型框架

该混合主题模型可以同时学习主题表征、文档表征和作者信息表征，具有较强的特征提取和资源表征

能力，可以大幅度提高样本使用效率，只需要较少的样本数据就可以达到最优性能．因此，该模型在训练示
例数量少、注释成本高的领域具有较好的应用前景．

３　数据集与评估方法

本文使用的２组原始数据分别来自华为云社区 （ｈｕａｗｅｉｃｌｏｕｄ．ｃｏｍ）和智慧学习平台（ｉｆｌｙｓｓｅ．ｃｏｍ）社区

问答数据，用于主题模型的验证和对比．

３．１　数据集及模型参数标定
实验数据集包含了华为云社区２０１７年１２月７日利用 Ｓｃｒａｐｙ抓取的 ３５００个网页和智慧学习平台

２０１８年８月１８日导出的１３００条处理后的问答数据．选取 ＬＤＡ，ＣＮＮ，ＢｉＬＳＴＭ－ＣＮＮ，ＨＴＭ主题分类模型
进行对比，ＬＤＡ的主题数目Ｋ，狄利克雷分布参数α和β，经过实验训练对相关参数调优并分别设置为５０，
０．５和０．０２．ＣＮＮ模型隐含层数１层、隐含层神经元个数６００个、卷积核为３、ｄｒｏｐｏｕｔｒａｔｅ＝０．５．
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３．２　评估指标
３．２．１　分类错误率．

当文档按照主题对应具体数值来分类输出时，通常评估分类的指标有准确率或错误率指标来计算预

测值和真实值之间的误差，此处采用分类错误率指标（Ｔｅｓｔｅｒｒｏｒｒａｔｅｓ），具体定义公式为
Ｔｅｓｔｅｒｒｏｒｒａｔｅｓ＝（１－正确分类文档数／预测分类文档总数）×１００％．

３．２．１　内容困惑度．

内容困惑度指标被经常应用于主题模型的效果评价中［１４］，主题模型困惑度越低，则表示主题模型效

果越好．其中，ｐ（ｗ）为每一个词汇出现的概率，Ｎ为词汇的总数，得到计算公式为

ｐｅｒｐｌｅｘｉｔｙ＝ｅｘｐ
－∑ｌｏｇ（ｐ（ｗ））

Ｎ
． （３）

４　实验与结果分析

介绍实验的操作过程，对比不同推荐模型和方法在２组数据集上的评估指标变化情况，并讨论如何结
合主题找到相关用户提升分类效果．
４．１　实验相关设置

数据预处理与划分：本文数据集包含２组数据，将数据集划分为训练集和测试集，其中训练集占整个
数据集比例的８０％．进行了１０次的随机划分后，用１０次测试结果的平均值来评估模型的预测质量．

实验软硬件平台搭建：Ａｎａｃｏｎｄａ５．２．０，ＴｅｎｓｏｒＦｌｏｗ１．５．０ｒｃ１，ＰｙＣｈａｒｍＶｅｒｓｉｏｎ２０１７．３．４，ＭＡＴＬＡＢ
Ｒ２０１２ａ，Ｉｎｔｅｒ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ７－８５５０ＵＣＰＵ＠１．８０ＧＨｚ，内存（ＲＡＭ）１６．０Ｇ．
４．２　模型对比分析

ＬＤＡ由于未考虑云社区数据的特点，抽取的主题可读性不强，不利于用户理解．另外，ＬＤＡ需要预先
设置主题的数目，这样人为因素的影响较大，与实际主题分布的情况相符的概率较小．

ＣＮＮ一般利用词向量初始化模型，该模型需要从头开始学习，不仅要学习消除歧义，还要学习从词组
成的句子中提取意义，模型需要大量的示例才能获得良好的性能．对于应用在训练示例数量少、注释成本
高的领域就很难施展．

ＢｉＬＳＴＭ－ＣＮＮ由于使用了ＢｉＬＳＴＭ提升模型的迁移学习能力，使得训练模型需要的数据比从头训练
模型的数据要少．但ＢｉＬＳＴＭ因为模型容量问题，在学习较长句子时，可能丢弃一些重要信息导致特征提取
不够充分．

ＨＴＭ混合主题模型是在 ＢｉＬＳＴＭ－ＣＮＮ模型基础上，考虑到用户之间的相关影响，加入“作者－主题”
模型进行用户角色识别优化ＢｉＬＳＴＭ－ＣＮＮ模型．该混合主题模型不仅具有较好的迁移学习能力，而且具有
较强的特征提取和资源表征能力，可以大幅度提高样本使用效率，从而实现较少的样本数据就可以达到良

好的性能．
４．３　实验结果与分析

实验１．分类错误率（全体样本）
选取全部样本数据集，将ＣＮＮ，ＢｉＬＳＴＭ－ＣＮＮ和ＨＴＭ模型对比传统的主题分类ＬＤＡ模型的结果如表

４所示，实验结果表明传统的主题分类模型误差大于深度学习的主题模型．对比２组数据可以看出同时采
用传统主题分类模型，对原始数据样本存在一定的依赖性，在华为云社区和智慧学习平台２组数据集对比
误差存在着较大的差距，主要原因在于ＬＤＡ主题模型对短文本的主题分类效果不好．

表４　４种主题模型在２组数据集中的分类效果

Ｈｕａｗｅｉｃｌｏｕｄ

Ｍｏｄｅｌ Ｔｅｓｔｅｒｒｏｒｒａｔｅｓ／％

ＬＤＡ ９．３

ＣＮＮ ６．０

ＢｉＬＳＴＭ－ＣＮＮ ５．９

ＨＴＭ ５．４

Ｉｆｌｙｓｓｅ

Ｍｏｄｅｌ Ｔｅｓｔｅｒｒｏｒｒａｔｅｓ／％

ＬＤＡ １５．６

ＣＮＮ ８．９

ＢｉＬＳＴＭ－ＣＮＮ ８．６

ＨＴＭ ６．３
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　　实验２．分类错误率（抽取不同数量样本）
选取部分样本数据集，对比４种主题分类模型的结果见图４所示，实验结果表明４种主题模型都受到

训练样本的数量变化而变化，其中可以很明显地给这４种主题模型按照变化从大到小排序，分别是ＬＤＡ＞
ＣＮＮ＞ＢｉＬＳＴＭ－ＣＮＮ＞ＨＴＭ．从数据集特点来看，由于ｂ数据集相对于 ａ来说，单个文本的篇幅较小，且讨论
的主题较泛．对比图４ａ和图４ｂ可以得出，ＬＤＡ模型受数据集特点影响较为明显，ＨＴＭ模型受数据集特点
影响较小，能够在样本较小的情形下取得相对令人满意的分类效果，该模型稳定性最强，能够有效地缓解

因矩阵稀疏性引起的冷启动问题．

图４　４种主题模型分类效果

因考虑实验效果的可验证性，针对实验３采用智慧学习平台的数据集进行分析．
实验３．主题数目与内容困惑度－ｉｆｌｙｓｓｅ样本
采用智慧学习平台数据集，由图５看出主题分类一旦超过６０时，随着主题挖掘程度的不断提升，各个

模型的困惑度变化不明显．从整体趋势看ＨＴＭ主题模型的困惑度最低，得到的主题模型效果越好．

图５　模型的内容困惑度

５　结论

１）根据在２组数据集下的应用对比，分析发现ＨＴＭ模型需要的数据不仅比从头训练模型的数据要

少得多，而且错误率低、模型效果好．

２）通过引入“作者－主题”模型，使得ＨＴＭ模型能够在长短不同的文本中表现出更好的稳定性．

３）利用ＢｉＬＳＴＭ－ＣＮＮ和“作者－主题”优化模型，使得模型在内容困惑度方面表现出更快的收敛性，

从而达到更为出色的预测效果．

最终的实验结果表明，文中的几处改进都提升了模型的应用效果．但本文并未考虑到改进后的模型复
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杂度，后续工作将侧重模型范式进行优化，在不影响现有应用效果的基础上，寻求更加简洁、高效的模型

框架．
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