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摘　要：针对弧齿锥齿轮损伤程度识别率低的问题，提出一种基于调制信号双谱和卷积神经网络的弧齿锥齿轮损伤程度识
别方法．采集弧齿锥齿轮在正常、轻度损伤及中度损伤３种状态下的振动加速度信号，分别计算其调制信号双谱特征图，构
建卷积神经网络，并将调制信号双谱特征图作为输入样本训练卷积神经网络．试验结果表明：本文方法可以有效地提高弧
齿锥齿轮损伤程度的识别率，平均识别准确率达９９．９１％．
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系统、直升机、航空发动机和汽车传动系统等装备．在长期重载、变载的运行工况下，一旦出现弧齿锥齿轮
齿面损伤故障，轻则引起设备振动，降低传动性能，重则导致设备损坏甚至人员伤亡．因此，对弧齿锥齿轮
的故障损伤程度进行准确识别，及时掌握损伤故障发展状态，为视情维护提供有效支持，对保障弧齿锥齿

轮的安全稳定运行十分重要．
弧齿锥齿轮的啮合过程复杂多变，工作环境也较为复杂．由于故障振动信号具有强背景噪声、强非线

性和非平稳等特性，导致其故障特征的识别比较困难［１］．调制信号双谱（ＭｏｄｕｌａｔｉｏｎＳｉｇｎａｌＢｉｓｐｅｃｔｒｕｍ，
ＭＳＢ）具有强大的解调能力，不仅能有效处理非线性数据，还能抑制高斯噪声与非高斯噪声，且在强噪声环
境下也能够获取旋转机械的故障特征．李加伟等［２］提出一种基于频谱编辑和ＭＳＢ的齿轮裂纹故障诊断方
法，该方法能有效抑制谐波信号以及白噪声的干扰；郭俊超等［３］将加权平均集成经验模态分解（Ｗｅｉｇｈｔｅｄ
ＡｖｅｒａｇｅＥｎｓｅｍｂｌｅＥｍｐｉｒｉｃａｌＭｏｄｅＤｅｃｏｍｐｏｓｉｔｉｏｎ，ＷＡＥＥＭＤ）和ＭＳＢ相结合，用于提取滚动轴承的故障特
征；朱丹宸等［４］将二阶全变分去噪与 ＭＳＢ相结合，对轴承进行诊断；ＴＩＡＮ等［５］对 ＭＳＢ进行改进，使其更
加稳定，并且改进后的ＭＳＢ适用于轴承故障的分类．

当前对弧齿锥齿轮故障诊断的研究基本是从振动信号中提取特征来对故障进行分析［６－８］，如扶碧波

等［６］使用ＢＰ（ＢａｃｋＰｒｏｐａｇａｔｉｏｎ）神经网络对弧齿锥齿轮的磨损状态进行识别；ＢＵＺＺＯＮＩ等［８］使用贝叶斯

分类器对直齿锥齿轮的磨损、点蚀状态进行识别．然而，传统的故障模式识别方法难以有效地构建故障与
信号之间复杂的映射关系［９］．随着卷积神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ）的发展，模式识别的
准确率越来越高，数据挖掘能力也越来越强．近年来，ＣＮＮ在旋转机械［１０－１２］故障诊断中得到初步的研究和

应用．ＣＮＮ可以改善传统的故障模式识别算法的缺点，但如何基于振动信号构造弧齿锥齿轮故障样本是训
练损伤程度识别ＣＮＮ模型的关键，传统的时域及频域特征样本构造方法难以提取微弱故障特征．而 ＭＳＢ
为高阶谱，能有效反映信号的微弱特征，且已有研究证明其适用于旋转机械的故障诊断．

本文将ＭＳＢ与ＣＮＮ相结合，采用弧齿锥齿轮振动信号的调制信号双谱图构造 ＣＮＮ的输入样本，提
出基于调制信号双谱和卷积神经网络的弧齿锥齿轮损伤程度识别方法，并通过试验验证方法的有效性．

１　理论背景

１．１　ＭＳＢ理论

ＹＡＮＧ等［１３－１４］的研究表明：ＭＳＢ有着强大的解调能力，且处于强噪声环境下也能够获取旋转机械的
故障特征．ＭＳＢ是一种改进的双谱方法，同样由二阶功率谱延伸而来．离散时间振动信号 ｘ（ｔ）的傅里叶变
换Ｘｆ( ) 为

Ｘｆ( ) ＝ＤＦＴｘｔ( )[ ] ＝∑
∞

ｔ＝－∞
ｘｔ( ) ｅ－ｊ２πｆｔ． （１）

ｘ（ｔ）的ＭＳＢ为
ＢＭＳ ｆｃ( ，ｆｘ) ＝ＥＸｆｃ＋ｆｘ( ) Ｘｆｃ－ｆｘ( ) Ｘ ｆｃ( ) Ｘ ｆｃ( )[ ] ． （２）

式中：ＢＭＳ ｆｃ( ，ｆｘ) 为信号ｘ（ｔ）的调制信号双谱；Ｘ ｆｃ( ) 为Ｘｆｃ( ) 的共轭复数；Ｅ［］为数学期望；ｆｃ为载波
频率；ｆｘ为调制频率；（ｆｃ＋ｆｘ）为上边带频率；（ｆｃ－ｆｘ）为上边带频率．

ＭＳＢ的幅值ＡＭＳ ｆｃ( ，ｆｘ) 和相位φＭＳ ｆｃ，ｆｘ)( 为

ＡＭＳ ｆｃ( ，ｆｘ) ＝Ｅ［Ｘｆｃ＋ｆｘ( ) Ｘｆｃ－ｆｘ( ) Ｘ ｆｃ( ) Ｘ ｆｃ( ) ］； （３）
φＭＳ ｆｃ，ｆｘ)( ＝φｆｃ＋ｆｘ( ) ＋φｆｃ－ｆｘ( ) －｜φｆｃ( ) ｜－｜φｆｃ( ) ｜． （４）

ＭＳＢ边频带ＢＳＥＭＳ ｆｃ，ｆｘ)( 的计算公式如式（５）所示．

ＢＳＥＭＳ ｆｃ，ｆｘ)( ＝Ｅ
Ｘｆｃ＋ｆｘ( ) Ｘｆｃ－ｆｘ( ) Ｘ ｆｃ( ) Ｘ ｆｃ( )

｜Ｘｆｃ( ) ｜２[ ] ． （５）

１．２　ＣＮＮ简介

典型的ＣＮＮ包括输入层、卷积层、池化层、全连接层和输出层［１５］，其网络结构如图１所示．

０６
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图１　ＣＮＮ网络结构

１）输入层：输入层的工作是对原始数据进行预处理操作，使处理后的数据更方便地用于试验，主要包
括去均值与归一化．

２）卷积层：卷积层是ＣＮＮ的核心层次，它的作用是通过卷积操作提取数据的局部特征．卷积层的主要
操作过程可以分为２步：一是将每个神经元看成是一个滤波器；二是根据设定的步长，使滤波器在数据矩
阵上滑动，然后计算每一个窗口的特征值．

ａｌｊ＝σ（∑
ｉ∈Ｍｊ

ａｌ－１ｉ ×ω
ｌ
ｉｊ＋ｂ

ｌ
ｊ）． （６）

式中：ａｌｊ为网络中第ｌ层第ｊ个卷积核的输出；ａ
ｌ－１
ｉ 为网络中第ｌ－１层第ｉ个卷积核的输入；Ｍｊ为输入特

征图；ωｉｊ为权重系数；ｂ
ｌ
ｊ为ｌ层第ｊ个卷积核的网络偏置；σ为激活函数．

３）池化层：池化层在每一层的卷积操作之后，它的主要目的是防止过拟合．每一层的数据经过池化之
后，数据量会有一定的减少，因为池化操作就是选取某一区域中数据的最大值或者平均值，从而压缩数据．
池化层的作用是保持数据特征不变、特征降维和防止过拟合．

４）全连接层：通常卷积神经网络的最后一层或两层是全连接层．全连接层是指两层之间所有神经元都
是两两连接的，每一个神经元与下一层都是一对多的关系，这也导致全连接层的参数量大大增加，因此全

连接层的层数一般也设置的较少．全连接层的作用是分类样本、标记样本和解决非线性问题．
ｈＸ( ) ＝σ′ｂ′＋ω′Ｘ( ) ． （７）

式中：ｈ（Ｘ）为全连层的输出；Ｘ为特征向量；ω′为全连接层权重矩阵；ｂ′为全连接层偏置向量；σ′为全连
接层的激活函数．

２　基于调制信号双谱和ＣＮＮ的弧齿锥齿轮的损伤程度识别

基于调制信号双谱和ＣＮＮ的弧齿锥齿轮损伤程度识别的流程如下：
步骤１：开展弧齿锥齿轮故障振动测试试验，利用加速度传感器采集弧齿锥齿轮的振动信号，设置合

适的采样频率，并采集足够的振动信号片段．
步骤２：将采集的振动信号片段分割成若干等长度的数据片段并进行预处理与归一化处理，对其进行

调制信号双谱分析，提取调制信号双谱的俯视图像构造特征图样本集，并将其划分为训练集和测试集．
步骤３：初始化卷积神经网络的学习率ｋ、池化层采样大小ｓ、最小训练量ｎ、卷积核尺寸ｏ及迭代次数

ｍ等参数，并将这些参数构建为参数集 Ｐ．分别设置学习率、迭代次数、最小训练量和卷积核尺寸，设置池
化层采样大小的迭代回合阈值为ｘ１～ｘ５，调整步长为ｙ１～ｙ５．

步骤４：将训练集输入ＣＮＮ模型进行模型训练，优化选取迭代次数和学习率等关键参数，输入模型错
误率最小的模型参数构建参数集Ｐ，完成ＣＮＮ模型训练．

步骤５：将测试样本集输入训练好的ＣＮＮ模型进行识别，检验模型的有效性，从而实现弧齿锥齿轮的
损伤程度识别．

３　弧齿锥齿轮损伤故障试验

３．１　试验数据采集
为了验证本文方法的有效性，在弧齿锥齿轮系统故障综合模拟台上进行弧齿锥齿轮损伤故障振动模

拟试验，弧齿锥齿轮减速箱如图２所示．根据损伤程度的不同，设置正常齿轮和２种不同程度的损伤故障
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齿轮，３种状态的弧齿锥齿轮如图３所示．由于故障齿轮设置在输入轴，加速度传感器安装在输入轴上．采
用ＢＫ测试系统对正常状态与不同损伤程度状态的弧齿锥齿轮振动信号进行采集，采集正常齿轮状态、轻
度损伤齿轮状态及中度损伤齿轮状态下的振动信号，采样频率为３．２ｋＨｚ，转速为９００ｒ／ｍｉｎ．

图２　弧齿锥齿轮减速箱

图３　３种状态的弧齿锥齿轮

将每种状态下采集的振动信号分成若干长度为１０２４的数据片段，对每个数据片段进行调制信号双
谱分析，获得默认等视角下的调制信号双谱图如图４所示．为了观察到全部的特征分量，避免部分特征被
遮挡导致特征丢失，将图４调整到俯视角状态，获得俯视角下的调制信号双谱图（图５）．并转化为 ＲＧＢ图
像作为后续模型训练样本．

图４　不同状态下弧齿锥齿轮等视角下的调制信号双谱图

图５　正常状态弧齿锥齿轮俯视角下的调制信号双谱图
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３．２　ＣＮＮ模型构建与参数选择
所采用的卷积神经网络结构包含１个输入层、３个卷积层、２个最大池化层、１个展平层、２个全连接层

和１个输出层，卷积神经网络的流程如下：（１）激活函数替换为ＲｅＬＵ；（２）模型输入的特征图像尺寸调整
为１２８×１２８×１；（３）使用最大池化法，加快网络训练速度；（４）在卷积层后加入ＢａｔｃｈＮｏｒｍ操作，加快网络
收敛速度及稳定性；（５）全连接层加入Ｄｒｏｐｏｕｔ操作，有效防止过拟合．卷积神经网络的架构如图６所示，具
体参数见表１．

图６　卷积神经网络架构

表１　卷积神经网络具体参数

模型参数 特征图数 卷积核（采样）大小 步长 激活函数

输入层 １ － － －

卷积层１ ８ ３×３ １×１ ＲｅＬＵ
池化层１ ８ ２×２ １×１ －

卷积层２ １６ ３×３ １×１ ＲｅＬＵ
池化层２ １６ ２×２ １×１ －

卷积层３ ３２ ３×３ １×１ ＲｅＬＵ
展平层 １ － － －

全连接层１ １ － － ＲｅＬＵ
全连接层２ １ － － ＲｅＬＵ
输出层 １ － － Ｓｏｆｔｍａｘ

为了获取高精度的ＣＮＮ诊断模型，选择合适的参数很重要．本文使用层次优化法［１６］选取ＣＮＮ的主要参
数：迭代次数为９０，学习速率为０．０００１，每次训练的最小训练量为５０个，卷积核尺寸为３×３，池化层采样大小
为２×２．将获得的３种不同状态弧齿锥齿轮的调制信号双谱图作为ＣＮＮ输入样本，构建ＭＳＢ－ＣＮＮ故障诊断
系统，其中每一种故障状态含５００个样本，随机选取１５０个作为训练样本，其余３５０个作为测试样本．
３．３　弧齿锥齿轮故障识别结果及分析

为验证调制信号双谱的优势和有效性，试验选取振动信号＋ＣＮＮ与调制信号双谱＋ＣＮＮ的方法进行
对比．不同输入样本的分类混淆矩阵如图７所示，其中０，１，２分别表示正常齿轮、轻度损伤齿轮、中度损
伤齿轮．

图７　不同输入样本的分类混淆矩阵
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为了消除单次诊断存在的差异性问题，将每组试验重复运行１００次，故障状态识别结果取重复试验的
平均值，２种方法的识别结果与模型训练时间如表２所示．由表２可知：调制信号双谱＋ＣＮＮ方法的平均识
别准确率为９９．９１％，振动信号＋ＣＮＮ方法的平均识别准确率低于本文方法．

表２　识别结果与模型训练时间

故障识别方法 测试样本数 平均识别准确率／％ 训练时间／ｓ

调制信号双谱＋ＣＮＮ １０５０ ９９．９１ ６７

振动信号＋ＣＮＮ １０５０ ９３．５３ １０７

作为输入样本，振动信号是一维数据，信号中包含大量的噪声，所以平均识别准确率有所下降．ＭＳＢ不
仅能有效处理信号的非线性成分，还能抑制各种噪声，使用 ＭＳＢ作为样本输入 ＣＮＮ，提取的特征更加准
确，所以平均识别准确率更高．

为进一步验证本文所提方法相较于其他智能故障识别方法的优势和有效性，试验选取调制信号双

谱＋ＳＶＭ、调制信号双谱＋ＢＰ的识别结果进行比较．其中 ＳＶＭ采用 ＲＢＦ核函数，参数［１７－１８］选取：核函数参

数δ＝３，惩罚因子Ｃ＝４，ＢＰ神经网络隐含层节点数为３２，节点激活函数为 ＲｅＬＵ［１９］．最近一次得到的测试
集分类混淆矩阵如图８所示，其中０，１，２分别表示正常齿轮、轻度损伤齿轮、中度损伤齿轮．图８中的对
角线为各类型信号的具体预测结果．

图８　不同识别方法的分类混淆矩阵

识别结果与模型训练时间如表３所示．由表３可知：调制信号双谱＋ＣＮＮ的平均识别准确率为９９．９１％，其
他２种智能故障识别方法的平均识别准确率都低于本文方法；同样采样调制信号双谱作为模型输入样本，本
文方法的训练时间为９７ｓ，远优于其他２种智能故障识别方法，大幅提升了故障识别的效率．

表３　识别结果与模型训练时间

故障识别方法 测试样本数 平均识别准确率／％ 训练时间／ｓ

调制信号双谱＋ＣＮＮ １０５０ ９９．９１ ９７

调制信号双谱＋ＳＶＭ １０５０ ９９．４２ ２３７４

调制信号双谱＋ＢＰ １０５０ ８９．３７ ６２１

在处理多分类问题时，ＳＶＭ因为分类器的构造原因，其模型较为复杂，训练速度较慢，且 ＳＶＭ的分类
器只对其相同标签的样本数据进行训练［２０］，导致ＳＶＭ的训练和测试分类的速度较慢．采用调制信号双谱
作为样本输入，ＳＶＭ提取的特征更加准确，因此平均识别准确率较高．而ＢＰ神经网络为浅层结构，处理非
线性问题的能力有限，导致图像的部分特征不容易识别，限制了其识别故障信息的能力．卷积神经网络为
深层结构，非线性处理能力强，且卷积神经网络中卷积层的权值共享机制使网络中可训练的参数变少，提

升了训练效率，模型的平均识别准确率更高．
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４　结论

１）所构建的卷积网络模型以及调制信号双谱样本构造方法，将特征自动学习与故障分类相结合，弥
补了传统故障识别方法需要人工提取特征的缺点，简化了诊断流程．

２）与振动信号对比，调制信号双谱作为输入样本时，平均识别准确率更高．
３）与传统智能故障识别方法相比，所提出的识别方法在平均识别准确率和模型训练时间上都具有

优势．
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