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基于改进 ＹＯＬＯｖ７算法的隧道衬砌裂缝
智能识别

贺泳超１，陈秋南２，程家杰２

（１．湖南科技大学 资源环境与安全工程学院，湖南 湘潭 ４１１２０１；
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摘　要：为了克服传统人工目测法的缺陷，提出针对隧道衬砌裂缝特征的改进ＹＯＬＯｖ７算法模型ＴＬＣＹＯＬＯ（ＴｕｎｎｅｌＬｉｎｉｎｇ
ＣｒａｃｋＹＯＬＯ）．对比４类骨干网络对隧道衬砌裂缝的检测效果，认为复杂环境下的裂缝检测存在强背景干扰、训练样本质量
不平衡等问题，使用轻量级卷积 ＧＳＣｏｎｖ和 Ｓｌｉｍｎｅｃｋ架构，嵌入动态稀疏注意力模块 ＢｉＦｏｒｍｅｒ加强通道信息传输，提高
ＴＬＣＹＯＬＯ模型的实时反应速度和检测精度，实现更灵活的计算分配和内容感知．为较好地训练样本分配梯度和抑制较差
的训练实例，采用ＷｉｓｅＩｏＵｖ３作为坐标回归损失函数来提高模型的泛化能力．结果表明：通过自建隧道衬砌裂缝数据集训
练之后，与ＹＯＬＯｖ７相比，在多组试验中ＴＬＣＹＯＬＯ模型能同时提高隧道裂缝检测结果的准确率、召回率、Ｆ１值和ｍＡＰ＠０．５
值，证明ＴＬＣＹＯＬＯ模型在隧道衬砌裂缝智能识别中具有更好的检测和分类能力．
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隧道衬砌裂缝作为隧道的表观损伤，是隧道衬砌破坏的主要影响因素，具有极大的危害．传统的隧道
衬砌状态评估主要依靠专业管养团队开展人工目视检查，为了改善传统人工目视检查在隧道衬砌表面裂

缝检测中存在的成本高、危险系数大且结果不准确的缺点［１－２］，学者们尝试借助信息采集设备，基于图像

处理技术开展隧道衬砌表面裂缝的自动化研究，包括阈值分割法［３－４］、边缘检测算法［５－６］、基于区域生长的

裂缝分割［７－８］以及基于聚类的分割算法［９－１０］等．这些分割算法各有其局限性和弊端，存在应用场景受限、
难以选择合适的特征提取方法以及检测效果较差等缺陷．

近年来，随着机器学习技术的发展，学术界和工业界开始将基于深度学习的图像识别思想融入裂缝检

测［１１－１２］．作为两阶段的典型算法，ＲＣＮＮ，ＳＰＰＮｅｔ等自出现以来，极大地促进了目标检测模型在隧道衬砌
检测中的研究．张跃飞等［１３］使用自适应带权重的损失函数以及新的比例预测分支来训练神经网络，解决

ＭａｓｋＲＣＮＮ算法在复杂场景下裂缝掩码拟合质量不高的问题；ＬＡＵ等［１４］使用预训练的ＲｅｓＮｅｔ３４神经网
络及“单周期”训练计划来加快收敛速度，增加空间和通道挤压与激励（ＳＣＳＥ）模块，使其只需要较少的特
征工程技术．两阶段算法具有较高的检测精度，但计算量较大，实际应用速度较慢，因此，一些学者尝试将
改良后的单阶段目标检测算法应用于裂缝检测．ＣＨＥＮ等［１５］将ＣＢＡＭ注意力模块与ＭｏｂｉｌｅＮｅｔＶ３Ｌａｒｇｅ主
干网络结合，极大地提升裂缝的识别精度；ＣＵＩ等［１６］通过混凝土侵蚀试验建立深度学习数据集，修改

ＹＯＬＯｖ３的损失函数、激活函数及插入ＣＳＰ模块，得到更高的准确率、精度和映射率；ＹＵ等［１７］提出基于剪

枝算法简化网络的深度学习模型ＹＯＬＯｖ４ＦＰＭ，使用焦点损失来优化损失函数，加快检测速度的同时增强
模型的鲁棒性；何铁军等［１８］基于 ＹＯＬＯｖ５提出 ＰＤＹＯＬＯ模型，使用 ｓｐａｃｅｔｏｄｅｐｔｈ（ＳＰＤ）层、ＳＰＰＦＣＳＰＣ
模块和ＡＳＦＦ模块来改进算法，增强模型的检测能力．

虽然深度学习方法在隧道衬砌裂缝智能识别和分类中得到了推广，但是仍然存在一系列问题，如隧道衬

砌裂缝的样本分布可能不平衡，即某些类别的裂缝数量明显少于其他类别；隧道环境的光照和视角可能受到

限制，使得图像中的裂缝在不同条件下呈现出各种变化；隧道内可能存在各种噪声和干扰，如灰尘、水珠和涂

料剥落等，这些可能被模型错误地识别为裂缝，增加误判的风险．目前的单阶段目标检测算法通常使用
ＰａｓｃａｌＶＯＣ，ＭＳＣＯＣＯ等图像数据集进行训练，数据集类别主要为人、动物、车辆、家具和食品等．裂缝检测作
为一项特定的目标检测任务，具有尺寸不规则、多方向性和纹理复杂性等检测难点，将目标检测算法在裂缝

数据集上进行迁移学习往往难以取得较好的效果．本文在ＹＯＬＯｖ７算法的基础上进行改进，提出针对隧道衬
砌裂缝特征的改进ＹＯＬＯｖ７算法模型ＴＬＣＹＯＬＯ（ＴｕｎｎｅｌＬｉｎｉｎｇＣｒａｃｋＹＯＬＯ），结果表明：ＴＬＣＹＯＬＯ模型能
降低训练样本数据质量的要求并提升不同环境下隧道衬砌的表面裂缝检测识别精度．

１　隧道衬砌裂缝检测算法

１．１　ＧＳＣｏｎｖ卷积和Ｓｌｉｍｎｅｃｋ架构
ＹＯＬＯｖ７在很多检测任务上都有很强的表现，但在隧道衬砌裂缝的智能识别中，ＹＯＬＯｖ７仍存在一些

问题，如精度不够高和计算速度慢等．这是因为ＹＯＬＯ中的馈送图像会在骨干网络中经历空间信息逐步向
通道传输的转换过程，并且每次特征图的空间（宽度和高度）压缩和通道拓展都会导致部分语义信息的丢

失．根据文献［１９］可知：在ＹＯＬＯｖ７的网络中保持标准骨干网络而仅在颈部网络使用ＧＳＣｏｎｖ的Ｓｌｉｍｎｅｃｋ
架构能更好地处理特征图，减少冗余重复信息，在添加注意力模块之后，还能加强其工作性能．ＧＳＣｏｎｖ的
网络结构如图１所示．

６３



第２期 贺泳超，等：基于改进ＹＯＬＯｖ７算法的隧道衬砌裂缝智能识别

图１　ＧＳＣｏｎｖ的网络结构

１．２　动态稀疏注意力模块ＢｉＦｏｒｍｅｒ
由于在实际的应用场景中，隧道衬砌裂缝图像往往具有复杂且丰富的语义信息，因此，本文采用动态

稀疏注意力模块ＢｉＦｏｒｍｅｒ［２０］过滤不关键的键值对，然后在剩余的候选区域集中应用细粒度的特征关注，
便于有效特征的提取．

首先构筑双层路由注意力（ＢｉＬｅｖｅｌＲｏｕｔｉｎｇＡｔｔｅｎｔｉｏｎ，ＢＲＡ），双层路由注意力工作示意如图２所示．

图２中，Ｋｇ，Ｖｇ∈ＲＳ２×
ＨＷ
Ｓ２
×Ｃ为键值张量，Ｑ为查询张量，Ａ为邻接矩阵，Ｏ为键值对．对于给定的二维隧道

衬砌图像Ｘ∈ＲＨ×Ｗ×Ｃ，将其划分为Ｓ×Ｓ个非重叠区域，每个区域包含
ＨＷ
Ｓ２
个特征向量，即重塑Ｘ为Ｘｒ∈

ＲＳ２×
ＨＷ
Ｓ２
×Ｃ．然后通过线性映射导出Ｑ，Ｋ，Ｖ这３个权值矩阵，Ｑ，Ｋ，Ｖ∈ＲＳ２×

ＨＷ
Ｓ２
×Ｃ：

Ｑ＝ＸｒＷＱ，Ｋ＝ＸｒＷＫ，Ｖ＝ＸｒＷＶ． （１）
式中：Ｈ为高度，即纵坐标值；Ｗ为宽度，即横坐标值；Ｃ为通道数；ＷＱ，ＷＫ，ＷＶ∈ＲＣ×Ｃ分别为Ｑ，Ｋ，Ｖ的
投影权重．

图２　双层路由注意力工作示意图

使用四层金字塔结构，以ＢＲＡ为基本构筑块，构建通用视觉转换器ＢｉＦｏｒｍｅｒ，ＢｉＦｏｒｍｅｒ结构如图３所示．

图３　ＢｉＦｏｒｍｅｒ结构
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１．３　ＷｉｓｅＩｏＵｖ３损失函数
ＹＯＬＯｖ７使用ＣＩｏＵ来衡量边界框的损失，ＣＩｏＵ考虑真实框和预测框的重叠程度、位置偏移和长宽比

的一致性，可以更准确地表示目标框和预测框之间的重叠程度．ＣＩｏＵ损失函数的定义如下：

ＬＩｏＵ＝１－ＩｏＵ，ＩｏＵ＝
Ａ∩Ｂ
Ａ∪Ｂ

； （２）

ＣＩｏＵ＝１－ＩｏＵ＋
ｄ２

ｃ２
＋αｖ； （３）

α＝
ｖ

（１－ＩｏＵ）＋ｖ
； （４）

ｖ＝
４
π２
（ａｒｃｔａｎ

ｗｇｔ

ｈｇｔ
－ａｒｃｔａｎ

ｗ
ｈ
）
２

． （５）

式中：ＬＩｏＵ为ＩｏＵ损失；ＩｏＵ为预测框和真实框相交区域面积和合并区域面积的比值；Ａ为预测框；Ｂ为真实
框； ＣＩｏＵ为ＣＩｏＵ损失；α为权重函数；ｖ用来度量宽高比的一致性；ｄ为预测框与真实框中心点的距离；ｃ

为预测框和真实框最小外接矩形的对角线长度；ｗ，ｈ为预测框的宽和高；ｗｇｔ，ｈｇｔ为真实框的宽和高．
边界框回归的ＣＩｏＵ损失如图４所示，图４中的Ｄ为预测框和真实框的最小外接矩形．

图４　边界框回归的ＣＩｏＵ损失

ＣＩｏＵ损失综合边界框回归的重叠面积、中心点距离和纵横比等因素，消除了训练过程中可能出现的
梯度消失现象，但是通过式（５）反映的是纵横比的相对值差异，存在一定的模糊，且未协调样本的难易问
题．考虑隧道衬砌裂缝数据的采集难度和标注工作量，训练集中会不可避免地存在低质量实例，几何因素
（如距离和纵横比）将加重对低质量实例的惩罚，从而降低模型的泛化性能．为了解决训练样本质量不平衡
的问题，首先根据距离度量构建距离注意力机制ＷｉｓｅＩｏＵｖ１，然后定义离群度β来描述锚框质量，对离群
度小的高质量锚框分配一个小的梯度增益 Ｆ，使边界框回归聚焦到普通质量的锚框上，对离群度较大的
低质量锚框分配较大的梯度增益，有效防止低质量实例产生的有害梯度．尽管需要增加聚焦系数的计算成
本，但是由于不需要计算纵横比，算法的计算速度更快．采用 ＷｉｓｅＩｏＵｖ３［２１］替代 ＹＯＬＯｖ７原模型的 ＧＩｏＵ
损失函数，定义如下：

ＷＩｏＵｖ１＝ｅｘｐ
ｄ２

（ｃ２）[ ] ＩｏＵ； （６）

β＝
ＩｏＵ

ＩｏＵ

∈［０，＋∞）； （７）

Ｆ＝ β
δμβδ
； （８）

ＷＩｏＵｖ３＝ｒ ＷＩｏＵｖ１． （９）
式中：上标为防止 ＷＩｏＵｖ１产生阻碍收敛的梯度而将Ｗｇ和Ｈｇ从计算图中分离的操作； ＩｏＵ为单调聚焦系

数； ＩｏＵ为动量为ｍ的滑动平均值；μ，δ为超参数，μ＝１．９，δ＝３．
１．４　整体网络结构

针对隧道衬砌裂缝的复杂形态，引入ＧＳＣｏｎｖ替代颈部的标准卷积层，以提高模型的学习效率和检测
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速度．为了更好地捕捉图像中的裂缝要素，采用 ＷｉｓｅＩｏＵｖ３损失函数来解决优劣样本间的边框回归平衡
问题，最终得到兼具检测精度、分类准确度和训练速度的轻量化隧道衬砌裂缝检测模型ＴＬＣＹＯＬＯ．表１为
改进前后模型的轻量化对比，ＴＬＣＹＯＬＯ模型的网络结构如图５所示，其中黑色方框处为 ＧＳＣｏｎｖ替代标
准卷积层的位置．

表１　模型轻量化对比

名称 参数／Ｍ 运算次数／Ｇ 模型尺寸／ＭＢ

Ｂａｓｅｌｉｎｅ（ＹＯＬＯｖ７） ３７．２ １０５．２ ７１．４

ＴＬＣＹＯＬＯ ３２．７ ９５．７ ６２．８

图５　ＴＬＣＹＯＬＯ模型的网络结构

２　模型训练和测试

　图６　各裂缝类型

２．１　数据集介绍
本文模型在自建隧道衬砌裂缝数据集上训练，通过分类纵向裂缝①Ｄ００、横向裂

缝②Ｄ０１、纵向拼接缝③Ｄ１０、横向拼接缝④Ｄ１１和网状裂缝⑤Ｄ２０，使用随机方法将
数据集分为训练集和验证集，训练集和验证集的比例为 ８∶２．各裂缝类型如图 ６所
示，各类型数据集的数量如表２所示．考虑现实的复杂环境条件，本文使用强弱扰动
结合的图像干扰技术对数据集进行处理．在 ＹＯＬＯｖ７自带的 Ｍｏｓａｉｃ和 Ｍｉｘｕｐ数据增
强的基础上，原有采集图像通过图像翻转，模拟光照条件强弱的对比度和亮度调整以

及模拟检测设备抖动的运动模糊数据增强，经过剪裁拼接形成新的训练元素，并以一

定比例混合生成新图像，最终形成新的数据集．对训练数据集ＳｅｌｆｂｕｉｌｔＤａｔａｓｅｔ使用空
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间几何变换，其空间倾斜角度小于３０°，以保证不改变裂缝的走向特征．图像增强方法示例如图７所示．
表２　各类型数据集数量

裂缝类型 标签 训练集 验证集

纵向裂缝 ①Ｄ００ ３０００ ７５０

横向裂缝 ②Ｄ０１ ２５００ ６２５

纵向拼接缝 ③Ｄ１０ １０００ ２５０

横向拼接缝 ④Ｄ１１ ５００ １２５

网状裂缝 ⑤Ｄ２０ ２８００ ７００

图７　ＳｅｌｆｂｕｉｌｔＤａｔａｓｅｔ图像增强方法示例

２．２　试验环境
本模型基于开源深度学习框架ＰｙＴｏｒｃｈ，开发语言主要为Ｐｙｔｈｏｎ．实例配置处理器为１５ｖＣＰＵＩｎｔｅｌ（Ｒ）

Ｘｅｏｎ（Ｒ）Ｐｌａｔｉｎｕｍ８３５８Ｐ，２．６０ＧＨｚ，ＧＰＵ选用ＮＶＩＤＩＡ的ＲＴＸ３０９０，２４Ｇ显存．学习率设置为０．０１，训练次
数设置为１００．
２．３　评价指标

本试验中，评价指标采用准确率（Ｐｒ）、召回率（Ｒｅ）、Ｆ１值和各类别ＡＰ均值（ｍＡＰ＠０．５）．准确率为正
确判定的裂缝数占所有检测到的裂缝数的比例；召回率也称为查全率，指在所有真实属于某个裂缝类别的

样本中，被模型正确地判定为该类别的样本所占的比例；Ｆ１值为准确率和召回率的加权平均，该值综合考
虑准确率和召回率的信息，比单独使用任何一个指标更能反映模型的性能；ｍＡＰ＠０．５指的是将 ＩｏＵ阈值
设为０．５时，多个类别平均精度（ＡＰ）值的平均值，该值考虑多个实例的检测效果，体现了目标检测网络的
综合性能．

Ｐｒ＝
ＴＰ

ＴＰ＋ＦＰ
； （１０）

Ｒｅ＝
ＴＰ

ＴＰ＋ＦＮ
； （１１）

Ｆ１＝
２×Ｐｒ×Ｒｅ
Ｐｒ＋Ｒｅ

； （１２）

ｍＡＰ＝
１
ｎ∑
ｉ＝１

ｎ
∫
１

０
Ｐ（Ｒ）ｄＲ． （１３）

式中：ＴＰ为被网络找到并正确分类的裂缝；ＦＮ为属于裂缝但是没有被正确检出的裂缝数；ＦＰ为被错误识
别成裂缝的背景区域数目；ｎ为检测对象类别的数量．

３　试验结果分析

本文各项对比试验训练周期为１００轮，使用训练过程中在验证集上表现最好的模型权重进行测试．
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３．１　不同骨干网络改进ＹＯＬＯｖ７模型对比试验
为了判断基于ＰａｓｃａｌＶＯＣ，ＭＳＣＯＣＯ等图像数据集改良的网络结构是否能适用于隧道衬砌裂缝识别

与分类，本文进行对比试验，结果如表３所示．以 ＹＯＬＯｖ７为基础，以 ＭｏｂｉｌｅＮｅｔＶ３为骨干网络的算法称为
ＹＯＬＯａ，以ＭｏｂｉｌｅＮｅＸｔ为骨干网络的算法称为ＹＯＬＯｂ，以ＳｈｕｆｆｌｅＮｅｔＶ２为骨干网络的算法称为ＹＯＬＯｃ．

表３　不同骨干网络在ＳｅｌｆｂｕｉｌｔＤａｔａｓｅｔ下的试验结果对比

数据集 网络 Ｐｒ／％ Ｒｅ／％ Ｆ１值／％ ｍＡＰ＠０．５／％

ＳｅｌｆｂｕｉｌｔＤａｔａｓｅｔ

ＹＯＬＯｖ７ ８５．６ ８３．２ ８４．４ ８２．２

ＹＯＬＯａ ８３．２（－２．４） ８３．１（－０．１） ８３．２（－１．２） ８０．０（－２．２）

ＹＯＬＯｂ ８５．７（＋０．１） ８０．３（－２．９） ８２．９（－１．５） ８１．６（－０．６）

ＹＯＬＯｃ ８４．２（－１．４） ８２．６（－０．６） ８３．４（－１．０） ８３．８（＋１．６）

由表３可知：将ＹＯＬＯｖ７骨干网络替换成ＭｏｂｉｌｅＮｅｔＶ３时，模型对裂缝的检测准确率在数据集上均有
所降低，说明此时的模型难以对检测出的裂缝进行准确分类，也有较大概率将背景信息误检为裂缝；将

ＹＯＬＯｖ７骨干网络替换成ＭｏｂｉｌｅＮｅＸｔ时，模型对裂缝检测的召回率有所降低，这意味着出现裂缝误检；将
ＹＯＬＯｖ７骨干网络替换成ＳｈｕｆｆｌｅＮｅｔＶ２时，模型在数据集上的准确率、召回率及最重要的 Ｆ１值均有所下
降．此对比试验说明：动态拍摄设备和各类环境干扰使得研究者难以获得高质量、高分辨率的隧道衬砌裂
缝图像数据样本，并且ＹＯＬＯ算法的标注非常耗费人力，存在训练数据匮乏，质量参差的情况．主流的骨干
网络改进对于裂缝信息提取的表现难以令人满意，这主要是因为它们以各类形状清晰、高质量的训练样本

为基础．因此，本文提出ＴＬＣＹＯＬＯ模型，以求解决上述各类问题．
３．２　消融实验

通过消融实验验证本文提出的 Ｓｌｉｍｎｅｃｋ架构范式和 ＷｉｓｅＩｏＵｖ３计算对于裂缝检测网络性能的影
响．以ＹＯＬＯｖ７网络为基础，使用轻量级卷积网络ＧＳＣｏｎｖ和Ｓｌｉｍｎｅｃｋ架构得到的网络称为ＹＯＬＯ－α，以
ＷｉｓｅＩＯＵｖ３作为损失函数的网络称为 ＹＯＬＯ－β，在 ＹＯＬＯ－α的基础上加入 ＢｉＦｏｒｍｅｒ模块得到的网络称
为ＹＯＬＯ－γ．消融实验的结果如表４所示．由表４可知：在ＹＯＬＯｖ７颈部使用ＧＳＣｏｎｖ，能够加强信息传送效
率，丰富特征图的表达能力，使模型获取更完整的特征信息进行训练；以轻量级卷积 ＧＳＣｏｎｖ和 Ｓｌｉｍｎｅｃｋ
架构的网络与ＹＯＬＯｖ７网络相比，在ＳｅｌｆｂｕｉｌｔＤａｔａｓｅｔ上的检测能力都有不同程度的提升，准确率由８５．６％
提升到８８．８％，召回率减小２．３个百分点，ｍａｐ＠０．５提升２．８个百分点；以ＷｉｓｅＩＯＵｖ３作为坐标回归损失
函数的网络能增加优质样本的训练权重，将ＢＢＲ（ＢｏｕｎｄｉｎｇＢｏｘＲｅｇｒｅｓｓｉｏｎ）集中在普通或者更高质量的锚
盒上，实现更低的回归误差，Ｆ１值和ｍａｐ＠０．５也有一定程度提升．

表４　消融实验结果对比

数据集 网络 Ｐｒ／％ Ｒｅ／％ Ｆ１值／％ ｍＡＰ＠０．５／％

ＳｅｌｆｂｕｉｌｔＤａｔａｓｅｔ

ＹＯＬＯｖ７ ８５．６ ８３．２ ８４．４ ８２．２

ＹＯＬＯ－α ８８．８（＋３．２） ８０．９（－２．３） ８４．７（＋０．３） ８５．０（＋２．８）

ＹＯＬＯ－β ８９．２（＋３．６） ８０．８（－２．４） ８４．８（＋０．４） ８６．３（＋４．１）

ＹＯＬＯ－γ ８４．２（－１．４） ８６．４（＋３．２） ８５．３（＋０．９） ８８．１（＋５．９）

ＴＬＣＹＯＬＯ ９０．７（＋５．１） ９０．４（＋７．２） ９０．５（＋６．１） ９０．５（＋８．３）

此外，通过消融实验分析可以发现：使用不同的策略对 ＹＯＬＯｖ７进行改进时，不同方法带来的改进效
果并非数值上的简单叠加，通道信息的传输优化、键值对计算资源的灵活分配与 ＢＢＲ损失改良最终使得
模型的准确率、召回率、Ｆ１值和ｍａｐ＠０．５的同时提升，证明改进模型的有效性，ＴＬＣＹＯＬＯ模型在隧道衬
砌裂缝检测上与其他算法相比具有更优越的性能．
３．３　实际应用检测评价

为评估本文所提出的ＴＬＣＹＯＬＯ模型在实际场景中的应用效果，使用采集的丽香铁路某隧道的１０００
张衬砌裂缝图片作为测试集．在试验结果中，本文主要对 Ｆ１值进行计算，Ｆ１值为准确率和召回率的加权
平均，该值综合考虑准确率和召回率的平衡，是最适合衡量模型精确性的指标之一．各类型隧道衬砌裂缝
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的检测结果如表 ５所示．由表５可知：检测结果再次验证了 ＴＬＣＹＯＬＯ模型在隧道衬砌裂缝检测中的优越
性，其中，裂缝Ｄ００，Ｄ０１，Ｄ１０，Ｄ１１和 Ｄ２０的Ｆ１值达到８７．３％，７７．０％，８９．０％，８１．７％，８９．４％，较原模
型分别增长６．０，６．６，６．５，１０．３，１３．０个百分点．将 ＹＯＬＯｖ７和 ＴＬＣＹＯＬＯ这２个网络在测试集中的具体
检测效果进行对比，部分检测结果如图８所示．

表５　各类型隧道衬砌裂缝检测结果

模型 裂缝 Ｐｒ／％ Ｒｅ／％ Ｆ１值／％

ＹＯＬＯｖ７

Ｄ００ ８０．１ ８２．５ ８１．３

Ｄ０１ ６８．４ ７２．６ ７０．４

Ｄ１０ ８１．３ ８３．８ ８２．５

Ｄ１１ ６９．７ ７３．１ ７１．４

Ｄ２０ ７５．５ ７７．３ ７６．４

ＴＬＣＹＯＬＯ

Ｄ００ ８６．２ ８８．５ ８７．３

Ｄ０１ ７５．３ ７８．８ ７７．０

Ｄ１０ ８９．５ ８８．５ ８９．０

Ｄ１１ ８０．１ ８３．３ ８１．７

Ｄ２０ ８９．２ ８９．７ ８９．４

图８　实际应用检测效果对比

对比分析可以发现，所提出的ＴＬＣＹＯＬＯ模型在实际应用中的性能优越性体现在以下２点：
１）隧道衬砌裂缝的检测能力增强，裂缝误检率降低．在分辨率较低，背景噪声较复杂的场景下，ＴＬＣ

ＹＯＬＯ相较于ＹＯＬＯｖ７表现出更强的特征学习能力，能从训练中学习更深层次的裂缝特征，对裂缝有更好
的区分度，提高了隧道衬砌裂缝检测的准确性．

２）检测目标的置信度增大．利用ＷｉｓｅＩｏＵｖ３损失函数对不同质量的训练样本的梯度进行分配，可以
提高ＴＬＣＹＯＬＯ模型的特征提取能力和特征融合能力，相比ＹＯＬＯｖ７，各个场景下对裂缝检测的置信度都
有所增加．

４　结论

１）基于实际部署需求，在ＹＯＬＯ算法自带的 Ｍｏｓａｉｃ和 Ｍｉｘｕｐ数据增强基础上，综合运用各类形变尺
度和随机噪声方法对训练集进行处理，增强模型的泛化能力和鲁棒性，使模型在训练过程中取得更为显著

的性能增益，以满足实际场景的需求并提升算法的适用性．
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２）ＴＬＣＹＯＬＯ在颈部网络部分引入轻量级卷积 ＧＳＣｏｎｖ和 Ｓｌｉｍｎｅｃｋ架构，同时嵌入动态稀疏注意力
模块ＢｉＦｏｒｍｅｒ，在保留隧道衬砌裂缝图像在通道间的信息传递的同时，增强对低分辨率图像的多尺度特征
提取能力．此外，考虑ＹＯＬＯｖ７的ＧＩｏＵ损失函数存在的局限性，采用ＷｉｓｅＩｏＵｖ３损失函数，并通过梯度分
配策略有选择性地训练样本，以加速收敛．消融实验结果证明以上改进的优越性．

３）在自建隧道衬砌裂缝数据集测试下，ＴＬＣＹＯＬＯ模型实现准确率、召回率、Ｆ１值以及 ｍＡＰ＠０．５值
的同时提升，证明ＴＬＣＹＯＬＯ对于隧道衬砌裂缝具有更强的检测与分类能力，同时可以降低对训练样本质
量的需求，不仅提升识别与分类的准确度，还减少人工标注的工作量，有利于模型的实际应用部署．
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